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Abstract

The purpose of this study is to extract singing melody from

mixed sounds related to Noh performances. Noh sounds

include singing, accompaniments, and other elements. For

analyzing Noh singing, we need singing solos, but they

are hard to collect since there are only a few sources

of solo passages. Therefore, we focus on the extraction

of singing melody from mixtures of accompaniments and

singing. In this paper, we demonstrate that source

separation can be introduced as an efficient preprocessing

step for Noh singing melody extraction. In addition,

we compare melody extraction based on a convolutional

neural network (CNN) and Long short-term memory(LSTM)

approach with Melodia, a plug-in for melody extraction

which is particularly accurate in the presence of music

with wide fluctuations in pitch. Raw Pitch Accuracy

and Overall Accuracy are introduced as evaluation metrics.

Our experimental results show that it is efficient for

melody extraction to introduce source separation. We also

demonstrated that Deep learning-based melody estimation

can be efficiently trained using singing after source

separation. Finally, LSTM with U-Net yields 91.7% as RPA,

and Melodia with U-Net yields 91.3% as OA.

1 まえがき

音楽においてヴォーカルは主要な役割を担う. 本研究では西
洋の音楽ではなく, 能を対象にする. 日本の伝統芸能である能
楽は, 重要無形文化財に指定され, ユネスコ無形文化遺産にも登
録されている. 能楽は, 狂言と能の総称である. 能は, 役に扮し
て舞台に立つ立方と, もっぱら音楽を受け持つ地謡方, 囃子方と
で成り立つ. 立方のうち, 主人公であるシテは, 舞台の進行役を
務める. 囃子方は, 笛方, 小鼓方, 大鼓方, 太鼓方の四種の楽器
で構成される. 囃子は, 声楽部である謡や動作部である所作と
ならぶ重要な表現要素である [1]. 謡のみによって構成される場
面, 謡と囃子がともに演奏される場面, 囃子のみが演奏される場
面, が能を構成する音として挙げられる [2]. なお, 謡のみの音
源のことを素謡と言い,一人での素謡のことを独吟という.

能楽では, 囃子の各楽器や立方の各役籍ごとに, 流儀が複数存
在する. 実際の能の舞台は, 異なる流儀の役籍が混じって構成
されている. また,会場に観客が入るなど, 練習環境と舞台本番
の環境は異なる. そのため, 練習時の素謡と, 異なる流儀の囃子
が混じった本番の舞台での謡では, 謡が変化していることが考
えられる. 同じ人の同じフレーズでも音高や音高の遷移が異な
ることも考えられる. また, 西洋音楽と異なり, 能の謡には絶対
的な音高は存在しない. 謡の練習時には謡本というセリフが書
かれた台本を用いるが, 音高に関する指示は明確には記述され
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ていない. 謡の練習は, 師匠の謡をまねるなどして練習する. そ
のため, 謡の音高は, 同じ流儀の師匠や個人の声質によって形作
られていくことになり, 謡手の身体的特徴や性別の違いによる
謡の変化は許容される. 以下の図 1 に謡本の一部分 (上部) と,

対応する実際の謡のメロディ (下部)を示す.

図 1. 謡本と実際の謡のメロディ遷移

図 1に見られるように, 実際のメロディは謡本に示されてい
る音高の遷移と異なっていることがわかる. 特に, ピッチが上
下している揺らぎ部分やフレーズの謡い出しに見られる低い
ピッチから高くなっていくメロディ遷移は, 謡本には記されて
いることがわかる.

このように, 能では音階がはっきりしないために, 音階の客
観的な研究が必要である. そのために, メロディを正確・詳細
に求める必要がある. 西洋の音楽とは異なり絶対的な音高が決
まっていない能においては, 音階を分析するのにデータが多く
必要である. 多くの独吟の音源に対して謡を分析したいと思う
が, 入手できる音源は多くない. 伴奏付きの音源は, 比較的多く
入手可能だが, 囃子が混じっていることで, 正確なメロディの
抽出が困難である. 伴奏付きの謡の音源からも分析できること
で, より多くの謡の分析が可能になる. 本研究では, 伴奏付きの
謡の音源に対して謡のみのメロディをアカペラ並みに分析する
ことを目的とする. 能の謡においては, 演目が 200 程度と少な
い. そのため, 機械学習・深層学習等の手法を用いる場合は学習
データの少なさも大きな問題である.

2 関連研究

これまで, 複数の音が混じった音源からメロディを推定す
る従来手法が提案されている. Melodia は, ポリフォニック
ミュージックを対象としたメロディ推定器である [3]. ポリフォ
ニックミュージックとは, メロディが一意に決められない音楽
のことを言う. なお, Melodia[3] の開発では, ポリフォニック
ミュージックにおけるメロディの定義は [4] の定義を用いてお
り,“口笛を吹いてください, と聴取者に頼んだときに吹く 1本
のピッチシーケンスがメロディである”としている. スペクト
ログラム上で顕著な倍音構造に着目した手法であり, Salience

function によってスペクトログラムにおける顕著な値を抽出
する.

ニューラルネットワークを用いたメロディ推定手法も近年
提案されている. [5] では, 混ざった音からメロディを推定す
るために CNN を導入している. CNN によるメロディ推定器
では, 混ざった音のスペクトログラムから直接所望の音のメロ



ディを推定するネットワークを学習し, 使用する. CNNによる
メロディ推定器は, 所望の音以外の音が混じる場合にロバスト
であるという結果がある [5]. また, CNN によるメロディ推定
器を応用した研究が近年発表されている. [6] では, CNN によ
るメロディ推定と並行して, 自己相関を入力としてメロディを
推定する DNNを用いて出力確率を算出しておく. 二つのネッ
トワークの出力確率を入力とする全結合層で最終的なメロディ
を求める手法を提案している. また, [7] では, メロディを推定
する CNN への入力特徴を別の 1 次元 CNN で構成しておき,

メロディ推定 CNNへ入力・推定するという手法を提案してい
る. この手法は音声時間波形が特徴抽出 CNNへの入力となり,

End-to-Endでの推定となる. CNNではなく LSTMを導入し
て精度を比較した研究 [8] も存在し, 良い精度が得られている.

能は, シテの謡と楽器音だけでなく, 囃子方の掛け声や, 地謡方
による謡なども含まれる. したがって, CNNを用いる上記の手
法は有用であると考えている.

U-Netを用いた, 音源分離とメロディ推定の同時学習手法を
提案している研究も存在する [9]. U-Net は画像を再構成する
ネットワークであり, [5]のようなフレーム単位でピッチクラス
タリングを行うメロディ抽出ネットワークでは同時学習ができ
ないため, メロディを表す画像情報をラベルデータとしている.

3 提案手法

最新の従来研究 [7] では, ピッチの変動の多いデータセット
に対しては CNNベースのメロディ推定器よりもMelodiaが良
い性能であるとの報告がある. 能の謡には西洋の音楽における
ビブラートよりもピッチ変動の大きい揺らぎが多く存在する.

そこで本研究では, Melodia によるメロディ推定の前処理とし
て音源分離を施すことで能の謡の正確なメロディ推定を狙う.

Melodia はメロディを推定する上で, スペクトログラム上にお
ける倍音構造が重要である. そこで, 倍音構造まで高解像度で
分離できることを狙い, U-Net による音源分離を導入する. 加
えて, 音源分離後の音でメロディ推定 CNNを学習することで,

メロディ推定 CNNによるメロディ推定性能も向上することも
確かめる. 従来研究 [8] にて CNN よりも良い結果が得られて
いる LSTMも導入し精度を比較する.

音源分離後の音に対してメロディを推定することで, 無音区
間の検出もより正確にできることが考えられる. 図 2が処理の
ダイアグラムである.

音源分離を施すことで, 囃子を抑圧し, 謡を強調した音源から
メロディラインを推定することが可能になる.

深層学習モデルにおいては, トレーニングデータを増大させ
ることで, よりロバストにできる. そこで, データ量を増やす
処理を施す. 以下, 3.1 章では音源分離について, 3.2 章ではメ
ロディ推定について, 4章では Data augmentationについて述
べる.

3.1 ニューラルネットワークによる時間周波数マスク推定に
基づく音源分離

二つ以上の音源の音から構成される混合音を分離する手法を
音源分離という. 音源分離手法はいくつか存在する. 一つは音
が伝わる方向を認識して音を強調するビームフォーミングであ
る. ビームフォーミングでは, 複数のマイクから得られる情報
から音の到達方向を推定する. 本研究では 1チャンネル信号を
対象とするため, ビームフォーミングを導入することはできな
い. また, 決まった音色のサンプルがある場合は, 混合音のスペ
クトログラムを行列とみなし, 音色のパターンに対応する行列
(事前に学習済み)と, その各スペクトルのパターンに対応する
強度を表す行列に分解する, 非負値行列因子分解 (NMF) が適
用できる. 関連研究 [10] でも, ギターの音と歌の混合音から歌

のメロディを抽出するために音源分離をしているが, NMF を
適用している. しかし, 本研究では決まったスペクトルパター
ンがわからない状況での分離であるため, 時間周波数マスクを
用いた音源分離を実現する. 1チャンネル音源を用いており, 音
源の位置などは参考にできないため, ブラインド音源分離と呼
ばれる.

3.1.1 時間周波数マスキング
能における主人公の謡と楽器の音が混じった混合音から音声
部分を分離する手法として, 時間周波数マスキングを導入する
[11]. 時間周波数マスキングとは, 混合音を時間周波数領域で分
離する手法である. 時間周波数マスクには, 各点のデータ表現
の違いで区別できる, バイナリ時間周波数マスクとソフト時間
周波数マスクの 2種類がある. 混合音がソース 1とソース 2の
音源からの, 2つの音が混じった音であると想定する場合, ソー
ス 1に関するバイナリ時間周波数マスクMb は, 以下の式 (1)

のように定義できる.

Mb =

{
1 |ŷ1t(f)| > |ŷ2t(f)|
0 otherwise

(1)

ここで, f = 1...F は異なる周波数を, y1 は 1 番目の音源のス
ペクトログラムを表している. この式 (1)では, 混合音のスペク
トログラムのある点が, 所望の音か他方の音に完全に帰属する
と仮定している. スペクトログラムの各点を 0または 1に分類
するため, 以下で説明するソフト時間周波数マスクに比べて単
純な問題になる.

ソース 1に関する理想的なソフト時間周波数マスクMs は以
下の式 (2)のように定義できる.

Ms =
|ŷ1t(f)|

|ŷ1t(f)|+ |ŷ2t(f)|
(2)

この式 (2)は, 混合音のスペクトログラムの各点において, 所望
の音と別の音がある割合で混ざり合っていることを表しており,

振幅スペクトルに基づいてその割合を計算している.

計算した時間周波数マスクM(Mb or Ms) を, 混合音に適
用することで, 所望の音を抽出できる. ソース 1 に関する理想
的なマスクを使用してソース 1に対応する音を取り出したいと
きは,

ŝ1t(f) = M(f)Xt(f) (3)

の処理で取り出すことができ, ソース 2に対応した音を取り出
したいときは,

ŝ2t(f) = (1−M(f))Xt(f) (4)

の処理で取り出せる. なお, Xt は混じった音のスペクトルを表
している. 図 3は理想的なソフトマスクとバイナリマスクの例
を示している.

図 3. ソフト時間周波数マスクとバイナリ時間周波数マスクの
例 アダマール積はスペクトログラムとマスクの要素ごとの積
を意味する.

バイナリマスクの各点は 0 か 1 の値であることが確認でき
る. それぞれの理想的なマスクで分離した音源を聴取した限り
では, ほとんど差は感じないが, 本研究では, 倍音構造を崩しに
くいことを期待し, ソフト時間周波数マスクを導入する.



図 2. 処理の流れ

3.1.2 ニューラルネットワークによる時間周波数マスク推定
所望の音源からの音声だけを強調する理想的な時間周波数マ

スクを求めるためにニューラルネットワークを用いる. 本研究
では, DNN によるマスク推定と U-Net[12] による時間周波数
マスク推定を実装し, 評価する.

時間周波数マスク推定のための DNNの構成を以下の図 4に
示す.

図 4. 時間周波数マスク推定 DNNの構成

音声のつながり具合を特徴としてニューラルネットワークに
学習させる. つまり, 学習時には混合音のスペクトル情報を複
数フレーム連結させたデータ (スペクトログラム)を入力, 事前
に計算した理想的な時間周波数マスクを正解として与えて学習
させる. 実際の推論時には, 学習時の入力と同じフレーム数分
のスペクトル情報を学習済みのニューラルネットワークに入力
することで, 時間周波数マスクが出力される.

U-Net は CNN ベースのネットワークであり, 医療画像の高
解像度化に関する研究に用いられた手法である. [12] で, 音源
分離に用いるマスク推定器として導入され, 有効性が示されて
いる. 時間周波数マスク推定のための U-Netの構成を以下の図
5に示す.

図 5. 時間周波数マスク推定 U-Netの構成

すべてのエンコード層は 2ストライド,カーネルサイズ 4×4

の 2 次元畳み込み, バッチノーマライゼーション, Leaky relu

で構成される. すべてのデコード層は, 2ストライド, カーネル
サイズ 4×4の逆畳み込み, バッチノーマライゼーション, Relu

で構成され, 始めの 3層において 50%のドロップアウトを設定
している. 最終層の活性化関数には Sigmoid関数を使用してい
る. Optimizerは Adamを使用している.

各畳み込み層での出力を同じレベルの逆畳み込み層の入
力データに連結して演算する. この処理は Low level skip

connection と呼ばれる. 従って, 逆畳み込み演算は, 一層前
の 2 倍のサイズのデータに対して適用される. Low level slip

connection によって各デコーダー層が同じレベルのエンコー
ダー層の解像度を考慮し, 高解像度のマスク推定器を効率的に
学習する. 実際に U-Netを用いて分離したメロディの例を図 6

に示す.

図 6. 独吟 (上部)と分離後の謡 (下部)のメロディ

大部分では正確に分析出来ているが, 赤い丸印の部分のよう
に, 微かに残ってしまう囃子の音による誤推定や無検出部分は
存在する.

3.2 メロディ推定器
3.2.1 概要
音源分離によって主人公の謡以外の音を抑圧した音に対して
メロディを推定する. 自己相関から得られる基本周波数 (F0)

によって求める代表的なメロディ推定手法では, 生の音声時間
波形の自己相関を用いるため, F0を求めたい目的音以外の音が
対象のファイルに混じっている場合, それらの音に強く影響さ
れてしまう. 音声のみに対して自己相関によって F0 を求めた
グラフと音声に他の音が混じった音に対して自己相関によって
F0を求めたグラフを以下の図 7に示す.

図 7. 左:雑音混じりの音声,右:クリーンな音声

雑音成分の影響で, 正確な F0 が抽出できていないことが確
認できる. 本研究では音源分離後に適用するが, 音源分離後で
も目的音のみを分離できているわけではなく目的音以外の音が
混じっていることが考えられるため, 音声時間波形の自己相関
によってメロディを求めるべきでない. 本研究ではMelodiaと
CNN,LSTMによるメロディ推定器を比較する.



3.2.2 CNN,LSTMによるメロディ抽出
従来研究では, 伴奏が混じった音から歌の部分のメロディを

推定するため, それらの混合音を入力としている. 本研究では
音源分離後の音声でメロディ推定 CNNを学習することによる
精度を確かめるため, 音源分離後の謡部分が入力に対応する.

音源分離後の音の時間周波数情報から直接メロディを推定する
CNNの構成を以下の図 8に示す.

図 8. CNNを用いたメロディ推定器の構成

入力データとして音源分離後の謡のスペクトログラム, ラベ
ルデータには謡部分のみのメロディに対応した値を cent に変
換して設定し分類器として学習する. 周波数の値からセントへ
の変換式は以下の式 5である [13]. LSTMによるメロディ推定
器においても同様の入出力対応である.

Cent(f) = 1200 ∗ log2
f

55.0
(5)

なお, 正解ラベルに対応するメロディの決定には, 既存のメロ
ディ推定器を用いる [3]. CNNによるメロディ推定器はスペク
トログラム上の局所的な倍音構造のパターンを学習する. 従来
研究 [5]では, 雑音に影響されて微妙に正解ピッチとズレが生じ
ることがあると報告されている. LSTMによるメロディ推定器
の特徴は, シーケンスの時間関係を柔軟に学習することであり,

メロディラインの大きな変動も前後の情報で考慮し, メロディ
推定ができることである [8]. メロディ推定の前処理として音源
分離を施す本研究では, 滑らかなメロディラインにおける突発
的なピッチの欠如を回避できることを期待し導入する.

4 DATA AUGMENTATION

深層学習モデルにおいては, データの量は精度に大きく影響
する. データを増大させることで, よりロバストにできる. 一方
で, 入手可能な能の謡や囃子の音源は少ない. そこで, データを
増量する処理を施す.

予め, 持ち得るすべての能の謡と囃子の音源を同じ長さに
カットしておく. ひとつの謡のセグメントに対していくつかの
組み合わせで囃子を足し合わせる. つまり, ひとつの謡に対し
て複数の組み合わせの混合音を準備することができる. 音源分
離の学習データとする際は, 多くの種類をカバーするために, す
べての混合音群から学習データ量分, ランダムに混合音を抽出
する. 能の謡の演目は絶対的に少なく, 歌い方に特徴もあるた
め, このようにすることで, 多くのバリエーションの混合音に対
するマスクを学習できることになる.

5 評価

以下の 5項目について評価する.

• Melodiaを混合音に対して直接適用
• メロディ推定 CNNを混合音に対して直接適用
• DNN 音源分離によって分離した音に対して Melodia を
適用

• U-Net 音源分離によって分離した音に対して Melodia を
適用

• DNN 音源分離によって分離した音に対してメロディ推定

CNNを適用
• U-Net音源分離によって分離した音に対してメロディ推定
CNNを適用

• U-Net音源分離によって分離した音に対してクリーンな謡
で学習したメロディ推定 CNNを適用

• U-Net音源分離によって分離した音に対してメロディ推定
LSTMを適用

本研究では, メロディを分析できるようにすることが目的
あり, 謡っているフレームかどうかは使用者が音を聴き, メロ
ディのグラフを見て判断すれば良いと考えている. そこで Raw

Pitch Accuracy(RPA) と Overall Accuracy(OA) の尺度で評
価を行う [14][15]. RPAは正解音声区間におけるピッチ正解フ
レーム数である. OA は, 正解音声区間におけるピッチ正解フ
レーム数に加えて, 正解無音区間において正しく無音区間と検
出されたフレーム数を合わせた尺度である. 従来研究に基づき,

正解の前後 50centsは正解ピッチとして算出する.

5.1 使用するデータ
音源分離 DNN,U-Netともに, 実際に収集した独吟と囃子の
音源を用いる. 含まれる謡の流儀は 5 種類, 人数は約 30 人で
ある. 混合音は 4 章で示したように, 独吟に囃子を混ぜて作成
する. また, メロディ推定 CNN, LSTMの学習データには, 音
源分離部で使用しなかったデータで混合音を作成し, 音源分離
に適用した後の音を用いる. 音源分離 DNNの学習データ量は
約 11時間, U-Netの学習データ量は約 105時間, メロディ推定
CNN, LSTMの学習データ量は約 5時間 30分である. 評価に
は, 30 秒ごとにランダムに抽出した 60 ファイル分のデータと
した.

6 実験条件

DNN 音源分離部では, 音声のつながり具合を学習させるた
めに, 512 点でフーリエ変換した 257 点の振幅スペクトル情報
を, 対象のフレームとその前後 3 フレーム分, 1 方向に連結さ
せ, DNN の入力とする. つまり, 入力層は (257×3) + 257 +

(257×3) = 1799ノードとなる. 中間層は 4層あり, 入力側から
512-512-512-512のノードを持つ. 出力層では, 対象の 1フレー
ム分のノードを持つ. よって出力層のノードは 257ノードとな
る. 損失関数には, 正解マスクと推定されたマスクの二乗誤差
を最小化する式を導入している. 正解マスクには, ソフト時間
周波数マスクを用いる. 機械学習フレームワークは Chainerを
用いる. U-Net音源分離の構造は, 3.1.2章で示した通りである.

CNN の構造は, [5] で実装しているネットワークとハイパー
パラメータ自動最適化ツールである Optuna を基に構成する.

入力は対象フレームの前 7フレーム, 後ろ 8フレームを連結し
た時間周波数情報としている. したがって, サイズは 160×16

となる. 2 つの畳み込み層と 2 つのプーリング層を持つ. 始め
の畳み込み層のカーネルサイズは 5×5である. 始めの畳み込み
層は 15 個の特徴マップに対応する 15 カーネルを含んでいる.

また, 2つ目の畳み込み層はサイズ 5×5で 20カーネルを持つ.

プーリングはサイズ 2×2の平均プーリングである. 最後のプー
リング層では全結合層に入力するために 1 次元にしている. 1

層目の全結合層は, 300 ノード, 2 層目の全結合層は 800 ノー
ド, 3 層目の全結合層は 600 ノードの隠れ層を持ち, Softmax

関数を活性化関数としている. 最終出力も Softmax 関数であ
る. Optimizerは Adamを使用している. LSTMの構造は, メ
ロディ推定に LSTM を用いている従来研究 [8] と Optuna に
よって決める. LSTMは用途として回帰問題に使用されること
が多いが, 本研究ではクラスタリング問題として実装する. 入
力は対象フレームの前 12 フレーム, 後ろ 13 フレームを連結



した時間周波数情報である. LSTM 層は 1 層で, 1500unit を
持つ. 最終出力の活性化関数は CNN と同様 Softmax 関数で
ある. Optimizer は RMSprop を使用している. メロディ推定
CNN, LSTM ともに, ラベルデータは, 正解周波数をセントに
変換し, 従来研究に基づき 50ノードごとにまとめて 1ノードと
している. なお, ラベルデータ生成時, 能の謡のピッチ幅に合わ
せ, 最低周波数を 73Hz, 最高周波数を 400Hz として計算して
いる. 学習の簡単のため, メロディ推定器の入力スペクトログ
ラムは正規化処理を施すのが一般的である. 学習データ全体で
の正規化と, 固定長にカットされたファイル単位での正規化を
比較する予備実験を行った結果, ファイル単位で正規化を施す
方が良い結果が得られたため, ファイル単位での正規化を行い,

入力スペクトログラムとする.

DNN音源分離では対象フレームの前後 3フレームをコンテ
キストとしているため, 評価の際は音声の前後 3フレームは評
価に含めない. また, メロディ推定 CNNでは, 対象フレームの
前 7フレーム, 後ろ 8フレーム, LSTMでは対象フレームの前
12フレーム, 後ろ 13フレームをコンテキストとしているため,

評価の際は音声に対してこのコンテキスト分は含めない.

7 結果と考察

7.1章では, 5章で示した客観評価尺度に関する結果と考察を
示す. 7.2章では, メロディ推定器の入力データのコンテキスト
の検討を行った結果を示す. 7.3章では, 実際の能の音源に対し
てメロディを推定した結果を示す.

7.1 結果
混合音に対して直接 Melodia を適用した結果 (1), メロディ

推定 CNNを混合音に対して直接適用した結果 (2), DNN音源
分離後の音に対して Melodia を適用した結果 (3), U-Net 音源
分離後の音に対してMelodiaを適用した結果 (4), DNN音源分
離後の音に対してメロディ推定 CNNを施した結果 (5), U-Net

音源分離後の音に対してメロディ推定 CNN, LSTM を施した
結果 (6),(8), U-Net 音源分離によって分離した音に対してク
リーンな謡で学習したメロディ推定 CNN を適用した結果 (7)

を表 1に示す.

表 1. 実験結果 (%)

RPA 2. OA

1. Melodia 72.3 76.5

2. CNN 79.8 78.8

3. DNN+Melodia 48.6 59.2

4. U-Net+Melodia 91.4 91.3

5. DNN+CNN 58.2 69.2

6. U-Net+CNN 90.4 88.2

7. U-Net+Clean CNN 82.2 84.5

8. U-Net+LSTM 91.7 87.4

1.と 3.を比較すると, 1.の方が良い結果が得られている. 1.

と 3. の RPA と OA の差に着目すると, 3. の方が差が大きく,

OA の方が良いことがわかる. このことから, 音源分離を施し
たことで無音区間を無音区間として分析できていると言える.

3. と 5. を比較すると, どちらの尺度においても 5. の方が良い
結果であることがわかる. 音源分離後の雑音なども混じった音
でメロディ推定 CNNを学習したことが貢献していると考えら
れる. メロディ推定の前に DNN音源分離を施している 3.5.と
U-Net 音源分離を施している 4.6. を比較すると, DNN 音源分
離を施した謡に対するメロディ推定性能よりも U-Net を施し
た謡に対するメロディ推定性能の方が良い結果であることがわ
かる. また, U-Net音源分離に関する評価に一貫して, DNN音
源分離に関する評価ほどの OAと RPAの差はないことが確認
できる. このことから, 高解像度でマスクを推定できる U-Net

による音源分離を施すことで, 無音区間のみならず, メロディ
区間においても高精度でメロディを推定できると言える. 6.と
7.を比較すると, 6.の方が 3ポイント以上良い結果が得られた.

この結果から, U-Net音源分離をメロディ推定の前処理として
施す場合でも, 音源分離後の謡でメロディ推定 CNN を学習す
ることで, ロバストなメロディ推定が可能であることがわかる.

4.が全ての結果の中で総合的に最も良い結果であった. スペク
トログラム上の倍音構造が重要なMelodiaを適用する前処理と
して, 高解像度でマスクを推定する U-Netによる音源分離を施
したことで高性能なメロディ推定が実現できた. 6.と 8.を比較
すると, OAは CNNの方が良いが, RPAに関しては, コンテキ
ストをより柔軟に考慮できる LSTM の方が 1 ポイント以上向
上する結果が得られた. 音声区間のみでは, LSTMが最も良い
結果を示した. 図 9に CNNと LSTMによる出力メロディの例
を示す. 赤い部分に着目すると, ラベルデータのフレーム数を
メロディ推定器と合わせる都合上, 除かれてしまった謡い出し
のフレーズが LSTM では推定できている. 客観評価尺度の算
出上では, メロディの誤検出として算出されているが, この謡い
出しは, 図 1 にも見られるように, 能においては謡本と異なる
ことが多く, 重要なメロディの特徴である. 時間関係を柔軟に
学習したことでこのような部分が推定できる LSTMが, 能を対
象にした場合は最も適していると考えられる.

学習データとして能の謡と囃子を大量に集め, 音源分離の学
習データとした. 能の演目は 200 程度と少なく, 囃子の楽器も
4種類に限られる. 加えて, 西洋音楽に比べて独特の倍音構造が
あるため, 能のための音源分離器を構成することができたこと
で, 良い性能が得られたと考えられる.

囃子方には, 楽器音に加えて囃子方自身による掛け声も含ま
れる. 掛け声が存在する区間でも概ね正確にメロディが抽出で
きたことから, 囃子方の掛け声にも謡とは違った時間周波数特
性があるといえる.

7.2 メロディ推定器の入力データコンテキストの比較
最終的なメロディ推定器の入力データのコンテキストは,

CNNでは, 対象フレームの前 7フレーム, 後ろ 8フレームとし,

LSTMの場合, 対象フレームの前 12フレーム, 後ろ 13フレー
ムとした. メロディ推定器の入力データコンテキストを決定す
るにあたり, 前 7フレーム, 後ろ 8フレームの場合と, 前 12フ
レームと後ろ 13フレームでの比較を行った. ここでは, 比較に
関する考察を述べる.

CNN, LSTM それぞれで比較実験を行った全ての結果を以
下の表 2に示す. なお, 実験に用いた U-Netの学習時間は 104

時間であり, メロディ推定器の学習データ量はそれぞれ約 4時
間分である.

表 2. コンテキストの検討結果 (%)

RPA OA

CNN(7,8) 88.4 88.3

CNN(12,13) 86.7 85.9

LSTM(7,8) 87.9 86.3

LSTM(1213) 91.4 88.2

表 2 から, LSTM は, 時間構造を柔軟に学習するため, コン
テキストを長くすることで, より良い精度が得られた. 一方で,

CNNは, 少ないコンテキストの方が良い結果となった. コンテ
キストを増やした結果, 2 層の畳み込み層の処理後の点数が増
えたことで, 全結合層の入力のノード数が増え, 精度が悪化した
ことが考えられる. ここで, 3 層目の 2 次元畳み込み層として,

カーネルサイズ 3×3 の畳み込み層と 2 点の平均プーリングを
加える. 結果, RPA:89.1%, OA:86.9%が得られた. RPAは
向上し, OAは悪化する結果となったが, 前 7フレーム, 後ろ 8



図 9. CNNと LSTMによる出力メロディの比較. 左から正解ピッチラベル, U-Net+CNN,U-Net+LSTMの出力, 独吟に対して
Melodiaを適用したメロディを示している.

フレームの結果からの大きな改善は見られなかった. この結果
から, CNN の場合, 入力データのコンテキストと, ネットワー
ク構成のバランスが重要であることがわかる.

7.3 実際の舞台の音源に適用
本研究では, 独立な独吟と囃子の音を混ぜて結果を算出した.

ここでは, 本手法が実際の音源にも有効であることを示すため
に, 実際の音源に対しても適用した. 実際の舞台での音源に直
接Melodiaを適用したメロディ遷移と, 実際の舞台での音源に
U-Net音源分離を施し, Melodiaを適用したメロディ遷移のグ
ラフを以下の図 10に示す.

図 10. 実際の舞台での音源に適用

Melodiaを直接適用したグラフでは正確に分析できていない
が, 音源分離を施すことで, 正確に分析できていることが音を聴
くとわかる.

8 結論と今後の展望

本研究では, メロディ推定器の前処理として音源分離を施す
手法を実装した. DNN, U-Netの二つの音源分離と, Melodia,

CNN, LSTMによるメロディ推定器を比較した結果, 総合的に
は U-Net による音源分離 +Melodia が最も良い性能が得られ
た. 音声区間のみにおいては LSTMが最もよく, RPA91.7%が
得られた. また, 実際の出力メロディを比較することで, 能を対
象にする場合は LSTM によるメロディ推定器が最も適してい
ることが確認できた. 能の演目が少なく, 今回大量に能のデー
タを収集できたことで, 良いメロディ推定精度が得られた. 加
えて多くの組み合わせを考慮する Data augmentation によっ
てこの良い結果が得られたと考えられる.

また, 実用性を論証するために, 実際の舞台にて収集した能の
音源に対しても適用し, 可視化した. 音を聴くことで, メロディ
の遷移が概ね謡のみのメロディになっていることが確認できた.

今回は仮想的に独吟と囃子の音を混ぜて混合音を作成し, 学
習, 評価に用いた. 予備実験として実際の能の音源に対しても
実行し, 分離, メロディ推定ができることが確認できた. 囃子や
独吟のみの音源は近くに設置したマイクで収録される. 一方で,

実際の能の音源は, そのように近くで録音することは困難であ
ることが多く, ある程度距離のある位置で録音される. 独吟の
み, 囃子のみの学習データに対して実際の能を録音する場を模
擬した空間特性を畳みこむことで, さらなる音源分離性能向上
が期待できる. さらなるロバスト性能向上に向けて, メロディ推
定 CNN と Melodia の併用も検討できる. メロディ推定 CNN

は, 目的音以外の音に対してロバストである. 一方Melodiaで
は, 音源分離後でも目的音の倍音構造が薄まってしまうと, 正確
に推定できないこともあり得る. 音源分離後の音で学習したメ

ロディ推定 CNNをピッチ候補 (幅)抽出として使用し, その幅
内でMelodiaを使用することで, さらにロバストで正確なメロ
ディ抽出が期待できると考える.
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