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Abstract

Recently, the Real-time Audio Variational autoEncoder

(RAVE) method was developed for high-quality audio wave-

form synthesis. The RAVE method is based on a Variational

AutoEncoder (VAE) and employs a two-stage training strat-

egy. However, the RAVE model still has limitations in tim-

bre transformation, especially when converting between in-

struments with significantly different timbres. Issues such

as pitch instability, inaccurate timbre reproduction, and se-

vere degradation in sound quality can arise. To enhance

timbre transfer performance, we propose a two-stage tim-

bre transfer method using RAVE and Differentiable Digital

Signal Processing(DDSP), which involves applying two tim-

bre transfer models to perform a dual transformation on the

original input audio. To evaluate the proposed method, we

trained the model and tested its performance using audio

generated from MIDI and SoundFont2 sound sources. The

results demonstrate that the proposed method improves the

timbre transfer compared to the single-stage RAVE model.

1 はじめに
近年、人間の声における音色変換の分野で大きな進展が見ら

れた。しかし、音色の違いが大きい場合、変換結果は満足のい
くものではなく、特に異なる楽器間の音色変換において顕著で
ある。楽器音色変換の分野には、依然として解決すべき多くの
課題が存在する。
楽器音色変換の目的は、ある楽器が生み出す音楽の音色を別

の楽器の音色に変換することである。この際、メロディやダイ
ナミクスなどの他の重要な音楽的特徴を可能な限り保持する
必要がある。入力楽器の音色をターゲット楽器の音色に変換す
る際には、変換された音色がターゲット楽器の特徴を正確に反
映しつつ、音楽の品質やその他の内容を維持することが重要で
ある。
複数の入力音色をターゲット音色に変換しながら、その他の
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情報を保持するためには、ターゲット音色のみを学習し、モデ
ルを構築する手法が求められる。本論文では、単一楽器の音声
を学習し、音色変換モデルを構築するための主な方法として、
オートエンコーダ（Autoencoder）を用いた教師なし学習アプ
ローチを採用する。
音色の差異が大きい楽器においては、変換された音声に多

くのノイズが含まれる場合がある。この問題を解決するため
に、本論文では 2段階の楽器音色変換法を提案する。まず、入
力音声のメロディなどの音楽的内容を保持する能力に優れた
DDSP を用いて、入力楽器の音色をターゲット楽器の音色に
近い中間楽器音色に変換する。次に、RAVE を用いて、中間
音色を最終的なターゲット音色に変換する。
直接的な楽器音色変換と比較して、本手法は音色特性が大き

く異なる楽器間でも効果的に利用できる汎用性を備えている。
また、変換された音色の忠実度をより正確に保持し、その他の
重要な音楽情報を維持することが可能である。
本論文の構成は以下の通りである。第二章では関連研究を概

説する。第三章では提案手法を提示する。第四章では実験の設
定と結果を詳述する。第五章では本論文の結論と今後の研究へ
の提言を述べる。

2 関連研究
2.1 音色変換
近年、ディープラーニングモデルが徐々に音色変換タスクに

応用されるようになっている。特定の楽器ペア間の音色変換
においては、教師あり学習法、特に生成的対向ネットワーク
（Generative Adversarial Networks, GAN）が一般的に使用さ
れている。例えば、Héctor Martelは Pix2Pixアーキテクチャ
を利用し、対向ネットワークを通じて楽器音スペクトラム間の
変換関係を学習し、楽器音色変換を実現した。しかし、この手
法は一対一の楽器音色変換に限定されており、多対多の音色変
換のニーズを満たすことができない。また、この方法でモデル
を訓練するためには、異なる音色を持つ複数の楽器が同一の音
楽内容を演奏したデータセットが必要であるが、これは一部の
音色では実現が困難である。このため、ターゲット音色のオー
ディオデータセットのみを必要とする教師なし学習法に注目が
集まっている。
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教師なし学習において、変分オートエンコーダー（Varia-

tional Autoencoder, VAE）[9] は、その優れた性能から広く
注目を集めており、特に音色変換タスクにおいて重要である。
Tatar らは、音色潜在合成に関する研究 [12] において、VAE

の潜在空間の特性が高品質な音色合成と変換を実現する方法を
探求し、音声構造を損なうことなく音色変換が可能であること
を示した。生成モデルとしての VAEは、複雑な音声データ分
布を学習し、新しいサンプルを生成する能力を持ち、音色変換
において重要な役割を果たす。その主な利点は、連続的な潜在
空間を学習する能力にあり、異なる音色間を滑らかに遷移させ
ることが可能である。この連続性により、音色変換がより自然
になり、元の音声のメロディやリズムなどの重要な特徴を保持
しながら、音色を成功裏に変更できる。
さらに、VAE の教師なし学習能力は、大量のアノテーショ

ンされていない音声データから価値ある音色特徴を抽出する
ことを可能にし、アノテーションデータが不足している場合や
取得コストが高い場合に特に重要である。Bonniciらは、VAE
と Cycle-Consistent GAN（CycleGAN）を組み合わせたモデ
ルを提案し、音色変換の安定性と忠実性を向上させた [3]。こ
の手法では、CycleGAN を利用して音声特徴の一貫性を維持
しつつ、VAEの潜在空間の特性を活用して柔軟な音色変換を
実現している。
また、ベクトル量子化変分オートエンコーダー（Vector-

Quantized Variational Autoencoder, VQ-VAE）[6]のような
技術を取り入れることで、VAEは音色変換の品質と安定性を
さらに向上させることができる。VAEのエンコードおよびデ
コードプロセスにおける優れた再構成能力により、音色が変換
される間も元の音声の他の音楽的特徴を最大限に保持すること
が可能である。その生成能力、連続的潜在空間、教師なし学習
能力、および拡張性により、VAEは音色変換タスクにおける
理想的なツールとなり、高品質な音色変換を実現するための堅
固な基盤を築いている。
2.2 RAVEモデル
VAEを拡張したもう一つの手法として、リアルタイム音声変

分オートコーダー（Real-Time Audio Variational Autocoder,

RAVE）[4] が挙げられる。これは高品質な音声合成を目的に
開発されたものである。既存研究の限界に対応し、より良い合
成品質を得るために、RAVEは二段階の学習プロセスを導入し
ている。すなわち、表現学習フェーズと敵対的ファインチュー
ニングフェーズである。
表現学習フェーズにおいては、RAVEは VAEモジュール内

のエンコーダーとデコーダーネットワークを学習する。その
後、敵対的ファインチューニングフェーズにおいてデコーダー
をファインチューニングする。RAVE トレーニングの模式図
は図 1に示されている。
2.3 DDSPモデル
DDSP（Differentiable Digital Signal Processing）[5]は、従

来のデジタル信号処理（DSP）の手法を微分可能な形式で再構

築したフレームワークであり、深層学習と DSPの利点を統合
することを目的としている。DDSP は、音楽音声信号の特徴
的な物理的構造を明示的にモデル化し、機械学習モデルがこれ
らの構造を利用できるようにすることで、音声生成や変換タス
クの品質と効率を大幅に向上させる。
従来の音色変換手法の多くは、スペクトル領域での信号表現

に依存しており、信号の時間的・周波数的特徴を捉える際に限
界がある。これに対して、DDSPは信号生成の過程を微分可能
な形でモデル化することで、物理的特徴や信号構造を直接利用
する音色変換を実現する。このアプローチは、信号の基本周波
数（F0）や振幅包絡といった高次特徴量を利用するため、音色
変換の精度が向上し、よりリアルで自然な変換が可能になる。
DDSP を用いた音色変換の代表的な手法は、楽器音声にお

ける音色モデリングである。楽器音声は通常、ハーモニクス
構造やノイズ成分を含む複雑な信号で構成される。DDSPは、
ハーモニクス合成モデルや残差ノイズモデルを組み合わせるこ
とで、これらの特徴を明示的に表現し、ターゲット音色への変
換を実現する。
さらに、DDSPは、事前学習モデルを利用することで、教師

なし学習環境でも有効である。これにより、注釈付きデータが
不足している場合でも、ターゲット音色の学習と変換を可能に
する。また、DDSPは微分可能な特性を持つため、深層学習フ
レームワークと統合が容易であり、音色変換タスクにおけるエ
ンドツーエンド学習をサポートする。
このように、DDSPは伝統的な DSPの物理的洞察と深層学

習の柔軟性を組み合わせることで、音色変換タスクに新たな可
能性をもたらしている。その高い再現性と効率性から、DDSP

は今後、音楽生成や音声処理分野でさらに広範に応用されるこ
とが期待される。
2.4 まとめ
楽器音色変換の分野では大きな進展が見られる一方で、いま

だに未解決の課題が残っている。例えば、音色変換の過程で旋
律やダイナミクスといった他の音楽的特徴をどのようにより良
く保持するか、また変換された音色の品質をどのようにさらに
向上させるかといった問題である。これらの課題は、今後の研
究の方向性を示すものである。
総括すると、既存の手法は音声および楽器音色変換において

かなりの進展を遂げたものの、大きな音色差を扱う能力や音
楽コンテンツの品質を維持する点で制約がある。本論文では、
DDSPと RAVEを組み合わせた新しい 2段階アプローチを提
案し、これらの制約を克服し、より正確で高品質な音色変換を
実現する方法を示す。

3 提案手法
本論文では、二段階の楽器音色変換手法を提案する。まず、

目標楽器の音色を設定し、最終的に入力楽器の音色を目標楽器
の音色に変換することを目的とする。
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図 1: RAVEモデルのネットワーク構造。青色のブロックは各トレーニングステップで最適化され、黄色のブロックは固定またはフ
リーズされる。構造の詳細については、[4] を参照する

3.1 手法の概要
提案する二段階の音色変換プロセスを図 2に示す。
第一段階：中間音色の選定と中間音色モデルの学習次に、目

標音色との差が小さい中間楽器の音色を選定する。そして、中
間音色の音声データを用いて、DDSP モデルで中間音色モデ
ルを学習する。このモデルの役割は、入力楽器の音色を目標音
色に近い安定した中間音色に変換することである。
第二段階：目標音色変換モデルの学習まず、目標音色の音声

データを用いて、RAVE モデルで目標音色変換モデルを学習
する。このモデルの役割は、任意の入力音色を目標音色に変換
することである。
音色変換の際、元の音色を中間音色モデルに入力して中間音

色を得た後、その中間音色を目標音色モデルに入力して最終的
な目標音色を得る。
3.2 中間音色の選択
入力音声が汎用楽器の場合、入力音色と中間音色の差が大き

い場合において、DDSP 音色変換モデルは入力楽器の倍音列
を目標楽器の倍音列に効果的に変換できる。同時に、入力音声
と同じ音高および音量を保持することで、高品質な中間音色の
出力を保証する。一方、RAVE音色変換モデルは、VAEの特
性上、入力音色と目標音色の差異の影響を受けやすい。そのた
め、目標音色にできるだけ近い中間音色を RAVE音色変換モ
デルの入力として選択する必要がある。これにより、音色差異
が RAVEモデルの音色変換に与える影響を最小限に抑えるこ
とができる。具体的な中間音色の選択方法は図 3 に示されて
いる。
1 つの目標音色に対して RAVE 変換モデルを用意する。目

標音色と中間音色の音声をこのモデルに入力し、それぞれの潜

在変数を取得する。その後、各潜在変数の重みを計算し、それ
ぞれの重みを潜在変数に掛ける。中間音色の潜在変数が目標音
色の潜在変数に最も近いものを比較・選定する。
3.3 変分オートエンコーダ（VAE）の詳細
変分オートエンコーダ（VAE）を音色変換に利用する原理

は、以下の主要なステップと概念に基づく。
エンコーディングとデコーディングのプロセス：VAEは、エ

ンコーダとデコーダという 2 つの主要な構成要素を持つ。音
色変換のタスクにおいて、エンコーダは入力された音声信号
（例えば特定の楽器の音色）を圧縮し、潜在空間の低次元表現
（潜在ベクトル）に変換する。この潜在ベクトルは、入力音声
の主要な特徴を表す。次に、デコーダはこの潜在ベクトルから
新しい音声信号を生成し、目標とする音色に近い音声を出力す
ることを目指す。
潜在空間での分布の学習：従来のオートエンコーダとは異な

り、VAEは入力データを特定の潜在ベクトルに直接マッピン
グするのではなく、確率分布（通常はガウス分布）のパラメー
タ（平均と分散）にマッピングする。この分布からランダムに
サンプリングすることで、VAEは複数の潜在ベクトルを生成
し、これをデコーダに入力して新しい音声を生成する。この確
率分布の学習により、VAEは潜在空間内での複数の音色変換
パスを探索できるようになる。
再構成損失と KL ダイバージェンス：VAE の訓練目標は、

再構成損失とKLダイバージェンス（Kullback-Leibler Diver-

gence）の 2 つの損失関数を最小化すること [9]。再構成損失
は、元の音声と生成された音声の差を測定し、デコーダが入
力に似た音声を生成できるようにする。KLダイバージェンス
は、潜在空間の分布と標準正規分布との違いを測定し、VAE
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図 2: 最初の入力音声は、2つの音色変換モデルを順番に通過し、最終的な音声を得る

図 3: 中間音色の選択

が潜在空間内で適切に分布する潜在表現を生成できるように
する。
音色変換の実装：音色変換タスクでは、VAE は訓練を通じ

て潜在空間内で異なる音色の特徴をキャプチャする。変換時に
は、入力音声を潜在変数にエンコードし、この潜在変数の分布
を調整することで新しい音色を生成する。デコーダは調整され
た潜在変数を目標音色の音声信号に変換する。このプロセスに
おいて、VAEはその生成モデルの能力を活用し、ある音色か
ら別の音色への自然な変換を実現する。
VAEを用いた音色変換の詳細なプロセスを図 4に示す。

図 4: VAEは、入力音声サンプルに対して複数の潜在変数を持
つ正規分布を構築し（この図では潜在変数の数は 6）、そこか
らサンプリングして新しい音声サンプルを再構成する

利点と制限：VAE の利点は、多様な音色変化を生成できる
点にあり、特に複雑な音色空間におけるさまざまな変換経路を

探索するのに適している。しかし、潜在空間におけるランダム
性のため、生成される音声がぼやけたり歪んだりすることがあ
り、音色変換の過程でノイズが入りやすいという欠点がある。
3.4 ワッサースタインオートエンコーダ（WAE）
RAVEにおける 2段階の学習プロセスは、VAEだけでなく

ワッサースタインオートエンコーダ（WAE）[13] や他のオー
トエンコーダにも適用できる。
音色変換タスクにおいて、変分オートエンコーダ（VAE）と

ワッサースタインオートエンコーダ（WAE）は、それぞれ異な
る強みを持ち、適した応用シナリオが異なる。VAEは、データ
を潜在空間の分布パラメータ（例えば平均と分散）にエンコー
ドし、この分布からサンプリングしてデータを生成する方法を
取る。真のデータ分布を近似するために、証拠下界（ELBO）
[9] を最大化することを目指す。潜在空間でのサンプリングが
確率的であるため、VAEは多様な音色を生成する点に優れる
が、特に複雑な音声信号を扱う場合には、生成される音声がぼ
やけることがあり、音質が低下する場合がある。
一方、WAEは潜在空間におけるワッサースタイン距離を最

小化することにより、エンコーダが生成する分布が目標分布に
より近づき、より鮮明で高品質な音声サンプルを生成する。音
色変換において、WAEは生成される音色の正確性と一貫性を
重視し、生成される音声のノイズや歪みを効果的に低減するた
め、高忠実度の音色変換が求められるタスクに適している。
VAEとWAEは、それぞれ異なる応用に適している。VAE

は潜在空間の広範な探索や多様な音色の生成が必要なシナリオ
に理想的であり、特に実験的な研究や詳細よりも創造性が重要
な音声生成タスクでよく使用される。一方、WAEは高忠実度
な音声生成や音色変換の品質が重要なタスク（音楽制作や高品
質な音声合成など）に適している。
さらに、VAE の生成プロセスにはランダム性が高いため、

生成される音声にはより多くのノイズが含まれる可能性があ
り、音色変換の際に音質が望ましくない形で低下する場合があ
る。WAE は生成プロセス中に距離測定を最適化することで、
通常はノイズが少ない音声を生成し、音色変換の全体的な音質
とユーザー体験を向上させる。
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まとめると、VAEとWAEは音色変換においてそれぞれ異
なる強みと弱みを持つ。VAEは多様な音色の探索に適してお
り、WAEは高忠実度の音色変換に優れる。どちらのモデルを
選ぶかは、音色変換タスクの具体的な要件や生成される音声の
品質に対する期待に依存する。
3.5 二段階音色変換が一段階変換より優れている理由
音色変換の課題において、二段階で変換された音声は、一段

階で処理された音声よりも、しばしば高い音質と目標音色への
近さを実現する。この優位性は、音色変換の複雑性をより効果
的に管理し、ノイズや歪みを軽減し、全体的な音質を向上させ
る二段階アプローチの特性によるものである。以下に、その改
善の理由を詳述する。
3.5.1 複雑なタスクの分解
特に音色差が大きい楽器間の音色変換は非常に複雑な課題で

ある。二段階変換では、最初の段階で入力音色を中間音色に変
換する。この中間音色は、目標音色に近づきながらも、元の音
色の特徴をいくらか保持している。その後、第二段階でこの中
間音色をさらに目標音色へと精密に変換する。このように、変
換を段階的に分割することで、モデルは音色変化の複雑性を効
果的に処理し、重要な詳細を失ったり過剰なノイズを導入した
りすることを避けられる。
3.5.2 ノイズと歪みの軽減
一段階変換では、全ての音色変化を一度に達成しようとする

ため、ランダム性が大きくなり、ノイズや歪みが発生しやす
い。一方、二段階変換では、第一段階で音色変化の大部分を処
理しつつ、高い音質を維持する。その後、第二段階で第一段階
で発生したノイズや歪みを軽減し、最終出力の品質をさらに向
上させる。このプロセスにより、音色の変化がより滑らかにな
り、一貫性があり自然な音声が得られる。
3.5.3 潜在空間の効果的な利用
第一段階では、モデルが入力音色を潜在空間の表現にマッピ

ングする。この表現は目標音色に近づく一方で、まだ入力の特
徴をいくらか保持している場合がある。第二段階では、この潜
在表現をさらに精密化し、目標音色の特性をより正確に捉え
ることで、高品質な音声を生成する。この段階的な精密化によ
り、単一段階での大きな変化を試みた場合に発生するモード崩
壊（出力が過度に似通うか歪む現象）を回避できる。
3.5.4 生成プロセスの段階的最適化
第一段階は大まかな音色変換を行い、主に広範な変化を捉え

ることに集中する。一方、第二段階では細部の違いを捉え、音
質を最適化する。この段階的な最適化プロセスにより、最終的
に生成される音声が目標音色の詳細な特性により近づく。ま
た、二段階アプローチはモデルの汎化能力を向上させ、新しい
音色変換タスクにも適応しやすくなる。
3.5.5 複数モデルの強みの活用
二段階変換では、異なる種類のモデルを組み合わせること

も可能である。例えば、第一段階では大まかな変換のために
DDSPを使用し、第二段階では微調整のために RAVEを使用

する。このような組み合わせにより、各モデルの強みを活かし
た、より堅牢で効果的な音色変換を実現する。

4 実験
4.1 トレーニングデータの生成
トレーニングデータ品質を確保するため、音声ファイルは仮

想楽器とMAESTROデータセット [7]のMIDIファイルを使
用して合成する。
データセットのオーディオは MIDI ファイルから合成され

ており、異なる楽器から一貫した信頼性のあるデータを得てい
る。これにより、2つのオーディオの間で唯一の変化が音色で
あることを保証していますが、これにも制約があります。
通常、MIDI ファイルから音楽ファイルを合成するために

は、音源とシンセサイザーソフトが必要である。
ここでは fluidsynthシンセサイザーと SoundFontのソース

ファイルを用いて音楽を合成している。
MIDIと音源を通してギターからピアノを変換するためのト

レーニングや実験用の音声を生成するフローチャート例を図 5

に示す。

図 5: MIDIと音源でトレーニングや実験用の音声を生成する

4.2 訓練設定
この実験では、DDSP でいくつかの中間楽器音色モデルと

RAVEでピアノ音色の変換モデルをトレーニングした。
DDSP でのトレーニングは、約 30 分の楽器音声を使用し

て、DDSPツール [10]を用いて音色変換モデルを 30000 steps

で訓練した。
ピアノ音色の変換モデルを個別に訓練するため、約 23時間

分のピアノ音声を使用して、RAVE ツール [1] を用いて VAE

ベースおよびWAE ベースの変換モデルを訓練した。他の入
力音色をピアノ音色に変換することを目的とする。ピアノは音
域が広く、豊かな倍音を持つため、音色変換タスクの代表的な
選択肢となる。
VAEベースおよびWAEベースの両方の変換モデルにおい

て、表現学習段階では 100万回、敵対的ファインチューニング
段階では 200万回の反復を行う。バッチサイズは 8に設定し、
入力データは 3秒間のセグメントに切り取って処理する。
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4.3 評価
本研究における音色変換手法の評価は、客観的評価と主観

的評価の 2 つの観点から行う。客観的評価では、変換後の音
声と目標音色との類似度を数値的に測定するために、Fréchet

Audio Distance（FAD）や Jaccard Distance（JD）などの指
標を用いる。一方、主観的評価では、リスナーによる聴覚テス
トを実施し、変換後の音声の目標音色との一致度を評価して、
多角的な観点から分析を行う。
4.3.1 Fréchet Audio Distance (FAD)

Fréchet Audio Distance (FAD)[8]は、音声データを評価す
るための有用な指標であり、実データと生成データの類似性を
測定する。この指標は、元のデータセットに含まれる実際の音
声と生成された音声との間で計算される。FAD は主に知覚的
な類似性を評価するために設計されており、元のデータと生成
された音声データの分布の差を測定する。
具体的には、FADは 2つのデータセット間の Fréchet距離

を計算することで、音声の知覚品質と特徴の一致を評価する。
この距離が小さいほど、生成された音声データが元のデータに
近く、高品質な音声生成を示す。したがって、FAD は生成音
声の品質向上の指標となる。計算式は式 (1)に示す。

FAD = |µr − µg|2 + tr
(
Σr +Σg − 2

√
ΣrΣg

)
(1)

ここで、(µr,Σr) および (µg,Σg) は、それぞれ実データと
生成データに対応する埋め込みの平均と共分散を示す。記号
tr はトレース演算を表す。
FAD 値が小さいほど、生成されたサンプルはより現実的で

あることを示す。
4.3.2 Jaccard Distance (JD)

Jaccard Distance (JD)は、音声生成モデルのコンテンツ保
持能力を評価するための指標であり、特に生成された音声ト
ラックのピッチ輪郭の一致を測定する。この手法は [11] に基
づき、Essentiaライブラリ [2]内で実装され、2つのピッチ集合
Aと Bの不一致を評価するために Jaccard距離を使用する。
特に、Jaccard距離は、2つの集合の交差と和の比率を計算

することで測定する。この値が小さいほど、生成された音声の
ピッチが元の音声のピッチに近く、高いコンテンツ保持能力を
示す。高いピッチ輪郭の一致は、生成された音声が元の音楽的
内容や意図を忠実に再現していることを示し、音声生成モデル
の重要な評価基準となる。
JDを使用することで、生成された音声の具体的なピッチ変

化やメロディーの一致を詳細に分析し、生成モデルの改善点や
課題を特定することが可能となる。これにより、音声生成モデ
ルのコンテンツ保持能力を正確に評価することができる。計算
式は式 (2)に示す。

JD(A,B) = 1− |A ∩B|
|A ∪B|

(2)

Jaccard距離が小さいほど不一致が少なくなり、生成された

ピッチの類似性が高いことを示す。
4.3.3 主観的評価
主観的な評価には平均意見スコア（MOS）を使用する。MOS

スコアは、50 人の匿名リスナーによる聴取テストに基づいて
計算する。このスコアリングシステムは 1（低い）から 5（高
い）の範囲で評価し、以下の 3つの次元を含む。
スタイル変換の成功度 (ST): 変換後の音色が目標とする音

色にどれだけ近いかを評価する。
コンテンツ保持度 (CP): 変換後の音楽コンテンツが元の

バージョンとどれだけ一致しているかを評価する。
音質 (SQ): オーディオ全体の音質を評価する。

4.4 実験結果
実験は 2つの部分に分けて実施する。まず、異なる楽器の単

音オーディオをトレーニングされたピアノ音色変換モデルに入
力し、異なる入力音色が変換に与える影響を比較する。次に、
単一段階の変換と二段階の変換による出力オーディオの品質を
比較する。
4.5 単音の変換
トレーニングに使用したピアノ音源と 5 つの異なる楽器群

の音源を用いて、基準となるピアノ音と異なる音色の 5 つの
オーディオサンプルを合成する。これらを 1秒間の C4音高の
単音の MIDI ファイルと組み合わせる。これらのサンプルを
ピアノ RAVE変換モデルに個別に入力する。出力オーディオ
のスペクトルを図 6に示す。
例えば電子ギターのような楽器をピアノ音色変換モデルに入

力すると、周波数帯域が消失しやすくなる。
バイオリンのような楽器を入力した場合、単音内の微妙な音

高変化が複数音として解釈されることがあり、複数のオーディ
オセグメントが生成されやすくなる。
これらの実験を通じて、ピアノ音色変換モデルでは、入力楽

器の音色自体の特性やそれがピアノ音色と異なる程度が、音色
変換の結果に影響を与えることが分かる。
4.6 二段式楽器音色変換効果の評価
4.7 客観的評価
5つの異なる楽器で 2段階の音色変換を実施し、それぞれの

変換後のフレシェ音声距離（FAD）スコアを計算して、音声品
質の忠実度を評価した。FAD スコアが低いほど、変換された
音声が元の音声に近く、音質の忠実度が高いことを示す。テス
ト対象の楽器には、バイオリン、アコースティックギター、エ
レクトリックギター、サックス、ピアノ、クラリネットが含ま
れる。
実験では、最初に音声を RAVEで音色変換を行い、次に音

声を二段式音色変換を行った。両方の変換後に FADスコアを
計算し、2つの変換間の忠実度性能を比較した。
実験結果を表 2に示す。1 は RAVE の単回変換、2 は二段

階変換を表す。
結果の分析から、二段階変換を施した場合、特に FADスコ

アの改善が顕著であり、音色の忠実度が向上していることが確
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(a) Piano ground truth (b) Piano input

(c) Guitar input (d) eGuitar input

(e) Sax input (f) Violin input

図 6: 異なる音色の単音を入力として、ピアノ音色変換モデル
に通した後の単音スペクトログラムの比較

表 1: 直接および二段式音色変換後の FAD、JDスコア

楽器 FAD1 FAD2 JD1 JD2

Violin 9.78 2.32 0.69 0.20

Acoustic Guitar 7.05 4.26 0.82 0.84

Electric Keyboard 16.36 2.80 0.92 0.93

Saxophone 10.71 2.88 0.84 0.19

Clarinet 5.28 2.99 0.36 0.21

認された。また、JDスコアにおいても、特に三つの楽器で改
善が見られた。これらの改善は、二段階変換が音高保持の問題
を一定程度解決し、音色変換の内容保持においてより精度が高
くなったことを示唆している。
4.8 主観的評価
被験者は 38名の 20代～30代の学生と社会人とし、できる

だけ明確的な評価を得るようにした。収集したデータは統計的
手法（分散分析 ANOVA）を用いて解析し、RAVE生成音声
と二段式生成音声の間で有意な差があるかを検討した。結果と
して、二段式生成音声の方が音色の類似性（ST）、音質（SQ）、
コンテンツ保持度 (CP) の評価が高い傾向を示し、RAVE 生
成音声よりも基準音声に近い音色を再現できていることが確認
された。
実験結果を表 3に示す。1 は RAVE の単回変換、2 は二段

階変換を表す。
表 3のデータから、二段階生成音声は各主観評価指標におい

て、直接 RAVEを用いて生成された音声よりも顕著に優れて

いることが確認できる。

5 結論と今後の課題
本稿では、二段階の音色変換手法の有効性を示し、単一段階

変換と比較して、変換された音声の知覚品質と精度が向上する
ことを確認した。中間的な変換を通じて音色を徐々に洗練する
ことにより、目標とする音色のより忠実な再現が可能になるこ
とを実験結果が示している。
中間音色の選択が最終出力品質に大きな影響を与えるため、

変換プロセスにおいて適切な中間音色を選択することの重要性
が強調される。また、二段階変換手法はノイズの低減や音声品
質の向上に効果的であり、目標音色により近い出力を実現する
ことができた。
今後の課題としては、変換プロセスの有効性をさらに高める

ため、より最適な中間音を探索することに注力する予定であ
る。中間音の選択が最終出力品質に与える影響を考慮しつつ、
最適化を進める。また、変換プロセス中の潜在空間の動態や変
動を深く分析することを計画している。例えば、入力音色から
目標音色へモデルが変換する過程を詳細に理解することで、変
換プロセスのさらなる最適化が可能となり、より堅牢で多用途
な音色変換モデルの実現につながると考えられる。
さらに、楽器音色の固有特性が音色変換プロセスに与える影

響を検討する予定である。入力音色のエンベロープを目標音色
に一致させる調整を行うことで、より正確で効果的な音色変換
を目指す。この手法により、音声の時間的なダイナミクスが目
標楽器の特性により適合することで、変換の品質が一層向上す
ると期待される。
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lati, H. Boyer, O. Mayor, G. Roma Trepat, J. Salamon,
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